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基于模型融合的钻进参数识别岩石类型研究
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摘要：岩石类型的识别对于钻进工程的安全和经济效益具有重要意义。钻进过程中的岩石类型实时识别大多是通

过随钻测井，但由于随钻测井成本昂贵，在地质勘探领域鲜见应用。本文挖掘深部探测 Sinoprobe-05 项目金川科钻

的钻进多参数（钻速、钻压、转速、钻头扭矩、泵压力、泵量）数据，通过一种融合模型算法来识别岩石类型。首先采

用 Savitzky-Golay 平滑滤波器降低钻进参数数据的噪声，然后对数据进行了归一化。最后运用融合模型预测和识

别岩石类别。融合模型的初级学习器为支持向量机、人工神经网络和随机森林，通过次级学习器贝叶斯模型平均

算法对每个模型的权重进行计算。结果表明，多模型融合算法准确率为 0.9686，比每个单独的算法准确率高。
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Data‑driven model for the identification of the rock type by drilling data
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Abstract： The identification of rock types is of great significance to the safety and economic benefits of drilling 
engineering. Real⁃time rock type during drilling. The identification is mostly through logging while drilling， but it is 
rarely used in the field of geological exploration due to the high cost of logging while drilling. In this paper， the drilling 
parameters （ROP， WOB， rotational speed， bit torque， pump pressure， pump volume） of Jinchuan Scientific Drill are 
used to identify rock types through a fusion model. First， the noise of the drilling parameter data is reduced by the 
Savitzky-Golay smoothing filter， and then the data is normalized. Finally， the fusion model is used to predict rock 
types. The primary learners of the fusion model are Support Vector Machines， Artificial Neural Networks and Random 
Forests， and the weights of each model are calculated by the secondary learner Bayesian model averaging algorithm. 
The results show that the accuracy of the multi⁃model fusion algorithm is 0.9686， which is higher than that of each 
individual algorithm.
Key words： rock type; drilling parameters; support vector machine; random forest; model fusion

0　引言

钻探是地质勘探的主要方法［1］。岩石类型的识

别在钻探领域有着广泛的应用，如钻进参数优化和

钻头选择［2］。目前，大部分岩石类型识别是通过测

井数据完成的，使用前馈神经网络、K-means 聚类算

法、KNN 聚类等机器学习算法完成对岩石类型的
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识别［3-11］。

随钻测井价格昂贵，在地质勘探领域中并未推

广使用。钻机上钻进参数易于获得，许多学者利用

钻进参数预测岩石强度或识别岩石类型，在实验室

做钻孔实验和收集数据来研究钻孔数据与岩石的关

系。LABELLE 等［12］使用神经网络根据顶锚式钻进

的参数（扭矩、钻压、转速、液压和钻头位置）识别岩

石类型。KALANTARI 等［13］使用振动传感器和特

殊的声学传感器方法来区分在不同类型岩石中钻孔

产生的时频特性。KALANTARI 等［14］提出了基于

物理模型来预测岩石强度参数的方法，从钻进数据

（钻压、扭矩、钻速和转速）中预测粘聚力、内摩擦角

和单轴抗压强度。FLEGNER 等［15］通过钻进过程

中的振动声信号进行岩石类型识别。SILVA 等［16］

比较了 18 种实验室生产的砂浆钻孔数据，建立了从

其 钻 孔 数 据 中 识 别 砂 浆 成 分 的 数 学 模 型 。

SHANGXIN 等［17］通过可控的钻进参数估计最佳钻

进效率和岩石强度。

以上的模型都是基于实验室获得的钻进数据，

在实际钻进现场应用中性能未知。对于实际钻进现

场，ZHOU 等［18］提出了一种基于数据驱动的自适应

无监督方法，通过最小化表征措施的熵梯度来识别

岩石类型。HE 等［19-20］提出了一种利用钻孔能量确

定岩体岩石质量指数（RQD）的经验方法，利用钻进

数据建立了一种用于快速确定岩石强度参数的深度

卷积神经网络。OLORUNTOBI［21］使用基于钻进

比能的概念来识别岩石类型。LU 等［22］提出了一种

分析模型，该模型使用来自孕镶金刚石钻头的钻孔

数据来预测岩石强度参数。

以上模型基于少数类型的岩石和解析模型，泛

化性能比较差。当岩石类型更多时，这些模型将难

以识别。为了找到一种可靠的方法来识别实际钻进

现场的岩石类型，依托金川科钻配套的钻进参数检

测系统采集数据和 19 种岩石的实物取心，对信息进

行融合和对比验证，比较了融合模型和单独的 3 种

机器学习算法（支持向量机、人工神经网络、随机森

林）的结果。与随钻测井不同，钻进数据（钻速、钻

压、转速、扭矩、泵压和泵流量）通常会在钻进过程中

记录，因此无需额外费用，是一种非常经济的识别岩

石的方法。

1　数据源与箱线图分析

数据源来自于金川科学钻探孔。甘肃金川科钻

项目是大陆科学钻探选址与科学钻探试验项目的重

点项目之一，隶属于国家科技部重点研发项目深部

探测技术与试验研究项目（SinoProbe-05-01）。金

川科钻立项的意义是：解决金川深层资源前景，研究

中国镍、铜、铂族金属资源的可持续开发利用。完善

创新知识体系，建立具有中国金川特色、具有独创性

和全球影响力的成矿理论体系。解决古大陆板块边

缘（或内部）构造单元等相关重大基础地质问题［23］。

图 1 为金川科钻使用的 HXY-9 型钻机和金刚

石钻头［24］。LabVIEW 编写的钻进数据监测系统可

以检测钻速、钻压、转速、扭矩、泵压和泵流量［25］。

该数据库由 11147 个数据点组成，覆盖钻探进尺

1204 m（孔深 126~1330 m）。

1.1　离群点处理

首先对数据的离群点采用 3σ 方法进行筛分，样

本 x 和样本均值 μ 之间的距离为 Z-score（x）=（x-

μ）/σ，将不满足条件 |Z-score（x）|<3 的样本视为离

群值。最终筛分出 10177 个数据，图 2 为钻孔深度

（126~1330 m）的岩石类型。转速、钻压和泵流量是

图 1　金川科钻钻机、钻头及钻进参数采集系统

Fig.1　JCSD-1 drilling machine, bit and monitoring system
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人为控制的正变量，扭矩、钻速和泵压是在钻进过程

中随岩石类型而变化的被动变量。当操作变量发生

变化时，被动变量也会发生变化，因此需要对这些参

数进行综合以反映岩石的类型。图 3 显示了每种岩

石类型中每个钻孔参数的箱线。从图 3 中可以看出

每种岩石的每个钻孔参数的箱线图是不同的，因此

利用钻孔参数识别岩石类型是可行的。

1.2　降噪

从图 3 中可以明显看出，一些值存在偏差，并且

数据集中存在噪声数据。来自实际钻进作业的测量

数据总是或多或少地受到噪声的影响。即使在最佳

控制条件下，测量数据的误差也约为 5% 或更多。

噪声数据会影响模型训练过程，增加训练时间并降

低性能［26］。因为 Savitzky-Golay 技术广泛用于钻进

数据预处理［27］，研究时采用 Savitzky-Golay［28］平滑

滤波器，Savitzky-Golay 滤波器可以在不破坏信号

原有特性的情况下对信号进行平滑处理，滤波前后

对比如图 4 所示。

1.3　数据归一化

数据归一化是机器学习中的一项基本任务。每

个钻进数据的数值大小不同，如果数据未进行归一

化，训练时间会更长，数据驱动模型的性能会很差。

需要对原始钻进数据进行归一化处理，消除对机器

学习算法结果的影响。原始数据经过归一化处理

后，各项指标处于同一数量级，适合综合比较评价。

数据处理时，使用最小最大值归一化来归一化原始

钻进数据，如式（1）：

f ( xi)= xi - xmin

xmax - xmin
（1）

式中：Xmax——样本数据的最大值；Xmin——样本数

据的最小值。

归一化后，所有钻进数据值都落在［0，1］区

间内。

2　方法

2.1　融合模型

钻进参数之间存在很强的相关性，如图 5 所示，

特征会冗余，采用单个模型往往容易陷入局部最优，

泛化性能较差。采用模型融合的方法可以提高泛化

性能，提高模型精度。

模型融合是指将多个学习器进行融合。模型融

合可以减少单个学习器的偏差。模型融合误差由一

个取决于单个学习器的误差和模型融合策略算法，

定义如下：

E = Ē - Ā （2）
式中：Ē——个体学习者的泛化错误，它取决于个体

学习者 Ei 的错误和组合策略算法；Ā——个体学习

器的差异性，取决于个体学习者 Ai和融合策略算法。

从式（2）可以明显看出，增加个体学习器多样
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Fig.2　The rock type histogram of drilling depth 
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Fig.4　Comparison of original and denosied data
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1—灰白色蛇纹岩夹杂灰色条带；2—深灰色黑云母角闪岩夹层混合岩带；3—浅灰色中粒混合岩夹斜长角闪岩和大理

石镜质体；4—紫红色粗粒混合花岗岩；5—深灰色角闪岩夹紫红色带状混合岩（片麻岩）；6—灰白色带状混合岩与深

灰色角闪岩；7—深灰色中细粒黑云母角闪岩；8—灰色角闪岩与浅肉质混合红色混合岩；9—紫红色钾长混合花岗岩

夹灰色斜长角闪岩；10—角闪岩夹大理岩；11—紫红色中粒混合花岗岩；12—灰白色大理石与灰黑色中粒角闪岩；13
—灰色角闪岩；14—灰色蛇纹岩；15—深灰色角闪岩；16—灰白色大理石；17—浅灰色钾盐混合岩断裂带；18—深灰色

黑色云绿泥片岩；19—深灰色粗粒角闪岩变粒岩

图 3　不同岩石种类的钻进参数箱线

Fig.3　Boxplot of each drilling parameters in each type of rock
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性和减少单个学习器误差将改善总体误差。如果使

用一个好的算法来融合不同的个体学习器，以最小

化个体学习器的泛化误差，最大化歧义，那么我们可

以获得最佳的融合模型。目前常用的人工智能模型

有支持向量机、人工神经网络、随机森林、极端森林、

梯度提升机、LightGBM、AdaBoost 等。因为随机森

林、极端森林、梯度提升机、LightGBM、AdaBoos 均
为集成学习算法，差异度较小，所以只选用常用的随

机森林作为一个算法。因此，本文选取了支持向量

机、人工神经网络和随机森林这 3 种差异大的模型

采用贝叶斯模型平均方法进行融合。贝叶斯模型平

均方法适用于大信息集合，能够最大限度地运用和

反映岩石类别信息。由于事前对所有可能的模型进

行加权平均，所以贝叶斯模型平均方法能够避免人

为主观遴选解释变量造成的信息损失。该方法以贝

叶斯统计理论为基础严格推演出模型后验概率分

布，并以此作为模型权重，有效地解决了不同模型的

权重问题。图 6 展示了模型融合的伪代码。

本文的算法框架如图 7 所示，首先使用训练集

数据来训练初级学习器（支持向量机、人工神经网

络、随机森林）。为了避免过拟合，使用 5 折交叉验

证对初级学习器进行训练。得出训练好的初级学习

器后，将训练集和测试集输入到初级学习器中。训

练集在初级学习器的输出被用作新的训练数据，测

试集在初级学习器的输出的平均值作为新的测试数

据。之后新的数据集输入到贝叶斯模型平均算法

中，然后得到最终的预测值。

2.2　支持向量机

支持向量机方法是由 Vanpik 和贝尔实验室合

作开发的［29］。支持向量机原理基于统计学习理论

和结构最小化，与许多机器学习技术使用的传统经

验风险最小化相比，它已显示出更高的性能［30］。

分类任务通常涉及将数据分成训练集和测试
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图 5　钻进参数的 Pearson相关性

Fig.5　Pearson correlation of drilling parameters

图 6　模型融合算法伪代码

Fig.6　Pseudocode of staked model algorithm
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图 7　本文模型融合结构

Fig.7　Structure of stacked model
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集。训练集中的每个实例都包含一个“目标值”和几

个“属性”。支持向量机的目标是建立一个模型，该

模型仅在给定测试数据属性的情况下预测测试数据

的目标值。给定实例标签对（xi，yi）的训练集，i=1，
…，l。其中 xi∈Rn，y∈｛1，-1｝l，支持向量机需要解

决以下优化问题：

min
w,b,ξ

 12 W T W + C ∑i = 1
l ξ i （2）

约束：

y ( w T ϕ ( xi )+ b ≥ 1 - ξi

ξi ≥ 0
（3）

将低维空间难以处理的非线性分类问题转化为

高维空间，得到最佳分类超平面。为了将低维非线

性问题映射到高维规划线性问题，开发了核函数。

支持向量机具有不同的内核（线性内核、多项式内

核、径向基函数内核等）来执行高维特征空间中的

任务。

2.3　人工神经网络

人工神经网络已被证明在解决许多超出经典数

学和传统程序的计算能力的复杂工程问题方面提供

了高水平的能力。人工神经网络模型由称为神经元

的基本处理单元组成。人工神经网络由学习算法、

传递函数和网络结构 3 部分组成。它至少由 3 层组

成：输入层、隐藏层和输出层。人工神经网络建模的

第一步是训练网络。数据通过输入层到达隐藏层，

然后到达输出层。在输出层，将数据与实际数据进

行比较。实际数据和预测数据之间的差异被传回模

型，以更新每个连接之间的权重和每层的偏差。这

样，所有数据集都会继续训练，直到平均误差降低到

某个定义的限制［31］。

人工神经网络在处理模糊数据、随机数据和非

线性数据方面优势明显。特别适用于规模大、结构

复杂、信息不清晰的系统。   
2.4　随机森林

随机森林是 Bagging 的扩展变体。基于 Boot⁃
strap Sample 的 Bagging 是并行集成学习方法最著

名的代表［32］。Bagging 是 Bootstrap 和聚合的组合。

对 N 个样本的数据集进行 Bootstrap 采样，得到数据

集 D1。训练模型在 D1上重复 M 次，得到 M 个模型，

然后通过平均来降低模型的方差。

随机森林的基础学习器是决策树。在决策树的

训练过程中进一步增加了随机属性的选择。具体来

说，传统决策树在选择分区属性时会在当前节点的

属性集中选择一个最优属性。在随机森林中，对于

决策树中的每个节点，从节点的属性集中随机选择

一个包含 k 个属性的子集，然后从子集中选择一个

最优属性进行划分。随机森林简单，易于实现，计算

开销低，在许多任务中具有强大的性能。被誉为“代

表综合学习技术的方法”。随机森林中基本学习器

的多样性不仅来自样本干扰，还来自属性干扰，通过

增 加 每 个 学 习 器 之 间 的 差 异 程 度 来 提 高 泛 化

性能［33］。

2.5　贝叶斯模型平均算法

贝叶斯模型平均是基于贝叶斯理论将模型自身

不确定性考虑在内的统计分析方法。其由一个模型

空间 M=｛M1，M2，…，Mn｝来生成：

P ( θ∣D )=∑j = 1
K  P (M j∣D ) P (θ∣M j,D ) （4）

式中：M j——单个模型；θ——待估参数向量；K——

模型空间中含有模型的个数。

模型后验概率为：

P (M j∣D )=
P ( )D∣M j P ( )M K

∑h = 1
K   P ( )D∣M h P ( )M h

（5）

P (D∣M j)= ∫P (D∣θj,M j) P (θj∣M j) dθj (6)
式（6）表示模型 Mj所对应的似然函数积分。其

中，θj表示模型 Mj所对应的参数向量，P（θj|Mj）表示

模型 Mj所对应的参数先验概率分布，P（D |θj，Mj）表

示模型 Mj 所对应的似然函数。P（Mj）表示模型 Mj

的先验分布。

E [ θ∣D ]=∑j = 0
K  E [θ∣D,M j ] P (M j∣D ) （7）

Var [ θ∣D ]=

∑i = 0
K  (Var [θ∣D,M j ]+ (E [θ∣D,M j ] ) 2)- E [ θ∣D ]2

（8）
式（7）和（8）表明，基于贝叶斯模型平均方法得

到的参数向量 θ 的后验均值也是加权平均形式。贝

叶斯模型平均建模方法假定未知参数向量 θ 不再是

固定常数，而是与模型 Mj一样服从某一特定的统计

分布。贝叶斯模型平均方法以后验概率为权重对  
可能的单项模型进行加权平均，并以后验概率作为

选择解释变量的客观标准，有效地处理了建模过程

中普遍存在的模型不确定性问题。
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3　结果

验证时，采用留一法来验证模型的性能。整个

数 据 集 的 80%（8141 点）作 为 训 练 数 据 集 ，20%
（2036 点）作为测试数据集。准确性用于验证模型

的性能。对于样本数据集 D，它是正确分类的样本

在样本总数中的比例，定义为式（9）：

acc ( f; D )= 1
m ∑

i = 1

m

Ⅱ( )f ( )xi = yi (9)

机器学习算法是使用 scikit-learn 库实现的。每

种算法的性能和超参数如表 1 所示，各模型训练集

与测试集结果见图 8，融合模型在测试集上的准确

率为 0.9686，高于单个模型，模型的泛化性能强。

4　结论

本文提出了一种融合模型预测岩石类别。模型

融合算法的初级学习器为支持向量机、人工神经网

络和随机森林，通过次级学习器贝叶斯模型平均算

法对每个模型的权重进行计算。结果表明，多模型

融合算法准确率为 0.9686，比每个独立的算法准确

率高。支持向量机、人工神经网络和随机森林 3 个

模型的差异大，适合对其进行融合以提高模型精

�D���
G�A4L �E���
G�#BL �F���/455A4L �G���/455#BL

�H�L���A4L �I�L���#BL �J�=
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图 8　各模型训练集与测试集结果

Fig.8　Results of each model training set and testing set

表 1　模型性能对比

Table 1　Performance and hyperparameters of SVC, ANN, RF

支持向量机

人工神经网络

随机森林

模型融合

超参数寻优范围

kernel: {'linear', 'poly', 'rbf', 'sigmoid', 'precomputed'}
C: {1,10,100,1000,10000}
solver: {'lbfgs', 'sgd', 'adam'}
hidden_layer_sizes:{(64,64,),(128,128,),(256,256,),
(512,512,),(1024,1024,), (2048,2048,)}
n_estimators: [10,1000]
max_depth:[3,40]

最优超参数

kernel: rbf
C: 10000
solver: adam
hidden_layer_sizes: 
(1024,1024,)
n_estimators: 800
max_depth:22

训练精度

0.9529

0.9031

1.0

0.9982

测试精度

0.9209

0.8826

0.9322

0.9686
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度。贝叶斯模型平均方法适用于大信息集合，能够

最大限度地运用和反映岩石类别信息。由于事前对

所有可能的模型进行加权平均，所以贝叶斯模型平

均方法能够避免人为主观遴选解释变量造成的信息

损失。该方法以贝叶斯统计理论为基础严格推演出

模型后验概率分布，并以此作为模型权重，有效地解

决了不同模型的权重问题。

与随钻录井相比，该方法快速、经济，钻进数据

监测系统可以将数据快速传输到计算机。通过钻进

数据识别岩石类型在实际工程现场具有很好的应用

价值。它可以帮助工程师控制钻进质量，优化钻进

参数以获得最佳的钻速并判断是否到达目的层。基

于同一区域的全部钻进数据，可以建立具有强泛化

性能的模型。这样，通过高精度地识别岩石类型，可

以高效、快速地完成钻进工程。
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