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基于 PCA-LM-BP神经网络的岩石可钻性预测研究

蒲先渤，李泽群*，尹 飞，范 杰，曹鲁刚，智 亮
（中国地质调查局廊坊自然资源综合调查中心，河北  廊坊  065000）

摘要：预测岩石的可钻性等级能够为钻探工程项目的开展提供有效帮助，根据岩石的可钻性等级选择合理的工艺、

方法、技术为项目提供技术支撑。本文考虑岩石在地下空间中受复杂环境因素影响，从地球物理勘探数据、岩石的

力学性质和物理性质中选择 5 种影响岩石可钻性的等级因素，用主成分分析法（PCA）解释每种影响因素之间的相

关性及贡献率，消除 5 种影响因素之间的相关性，选择相关性低的 3 个主成分代替数据样本进行预测评价。编写

LM-BP 算法，合理设置预测模型参数值，以主成分分析后的数据样本作为基础，建立岩石可钻性等级预测模型，对

预测结果与室内实验法的实测结果进行分析对比，经分析得知，PCA-LM-BP 预测模型在岩石可钻性等级预测中，

具有预测精准度高、预测时间短的特点，可被应用于钻探工程中的岩石可钻性分析。
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Research on rock drill ability prediction based on PCA-LM-BP neural network
PU Xianbo，LI Zequn*，YIN Fei，FAN Jie，CAO Lugang，ZHI Liang

(Langfang Natural Resources Comprehensive Survey Center， China Geological Survey， Langfang Hebei 065000， China)
Abstract： Predicting the drill ability level of rocks can provide effective assistance for the development of drilling 
engineering projects， and selecting reasonable processes， methods， and technologies based on the drillability level of 
rocks can provide technical support and assistance for the project. In this paper， considering the impact of complex 
environmental factors on rocks in underground space， five factors affecting rock drill ability grade are selected from 
geophysical exploration data， mechanical properties and physical properties of rocks. Principal component analysis 
（PCA） is used to explain the correlation and contribution rate between each influencing factor， and the correlation 
between the five factors is eliminated. Three principal components with low correlation were selected to replace the data 
samples for prediction evaluation. The LM-BP algorithm was compiled， reasonably set the parameter values of the 
prediction model， and based on the data samples after principal component analysis， establish a rock drill ability level 
prediction model. Analyze and compare the prediction results with the measured results of indoor experimental 
methods. It was found through analysis that the PCA-LM-BP prediction model has the characteristics of high 
prediction accuracy and short prediction time in rock drill ability level prediction， it can be applied to rock drill ability 
analysis in drilling engineering.
Key words： rock drill ability; principal component analysis; LM-BP; error analysis; prediction model

0　引言

岩石的可钻性指岩石抵抗破碎的能力［1］，在地

质钻探设计中，提前预知岩石的可钻性等级，能够

合理的选择钻探工艺、方法和技术，提高钻进效率，
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减少卡钻、烧钻、孔壁坍塌等安全事故的发生［2］，为

钻探施工设计提供合理的参数性能。目前岩石可钻

性的分析方法主要以取样后室内实验法［3］为主，以

取样岩石的物理性质、力学性质、化学性质为基础信

息量，可直接反映岩石的可钻性等级，为后续此工作

区附近的钻探施工提供地质信息数据参考［4］。机器

学习算法也被应用于预测岩石可钻性等级［5-8］，但

是，单一的机器学习算法预测的岩石可钻性等级不

够精准，相关系数不强，不能很好地应用于可钻性等

级预测。

本文从岩石可钻性等级的基础因素考虑，以地

球物理勘探数据、岩性特征、物理性质 3 个方面筛选

5 个影响因素，用主成分分析法（PCA）消除影响因

素之间的相关性［9］，解决影响因素之间的非线性关

系。结合 BP 神经网络算法的优点［10-13］：（1）非线性

映射能力，实现输入层至输出层的三层映射功能，解

决系统内部机制的复杂性运算。（2）学习能力，能够

学习并运算系统内的“算法规则”，提供合理的参数

数据。（3）容错能力，局部数据的突变性不能影响系

统内的整体运算。LM 算法［14-17］解决 BP 神经网络

的缺点：（1）设置阈值，防止 BP 神经网络算法陷入

局部极值。（2）用梯度下降法和高斯牛顿法解决 BP
神经网络收敛速度慢、过度学习的问题。通过以上

3 种方式结合，形成 PCA-LM-BP 岩石可钻性等级

预测模型。

1　基本原理

1.1　主成分分析［18］

根据岩石可钻性的影响因素，用主成分分析法

（PCA）消除影响因素之间的相关性，建立新的预测

样本数据，具体运算步骤如下：
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式中：m——样本个数；n——变量个数。

为了更好的用于主成分分析法，将原数据进行

标准化处理，标准化公式如下：

zxij = xij - x̄ ij

var ( xj )
（2）

var ( xj )= 1
n - 1 ∑

i = 1

n

( xij - x̄ j )2 （3）

x̄ = 1
n ∑

i = 1

n

xij （4）

计算相关系数矩阵如下所示，其中相关系数矩

阵 R 的表达式为：

R = X *T X * （5）
在式（5）中，X*为标准化处理原数据后的矩阵，

根据相关系数矩阵 R，计算标准化数据矩阵的特征

值 λ，|λ-R|=0，求出特征值，最终得到主成分的贡

献率，公式如下：

P = ∑
i = 1

m

λi （6）

一般认为选择新的主成分个数主要有 2 种方

法，第一种方法为当第 m 个主成分的累积贡献率达

到 85% 时，可以用 m 个主成分代替预测可钻性等级

影响因素的个数；第二种方法为选择主成分特征值

>1 的个数，用来代替预测可钻性等级影响因素的

个数。本文从工程实例中共选取 22 个钻孔数据进

行分析，5 个影响因素为钻孔深度、纵深时差 Δt、密
度 ρ、电阻率 Rt、泥质含量 Vsh，预测岩石的可钻性

等级。

1.2　LM-BP 人工神经网络

LM 算法收敛速度快，在系统运算中，忽略二阶

以上的导数项，转化为线性二乘问题，因此，具备提

高 BP 神经网络模型的运行效率，增加容错率，有效

提升岩石可钻性分析的预测精准率。

BP 神经网络具有良好的自适应性，自组织性，

及很强的学习、联想、容错和抗干扰能力，并且具有

高度的非线性映射能力，因此被应用于此次可钻性

分析的预测模型的建立。本文采用的 BP 神经网络

模型采用了多层次结构，包括输入层、隐含层和输出

层。输入层节点为主成分个数，隐含层公式如式（7）
所示，输出层节点为岩石的可钻性等级，共计 1 节

点。预测模型整体系统采用激励函数（传递函数）处

理后，对于隐含层的激励函数，采用 Sigmoid 函数进

行系统运算。

隐含层节点数的确立计算公式为［19］：

n = ni + no + a （7）
式中：ni——输入层节点数；no——输出层节点数；a
——常数，取值范围为 1~10。

通过试触法确立隐含层节点数。
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2　预测模型的建立

2.1　样本数据的处理

根据工程实例［20］研究发现岩石可钻性与地层

岩性、物理性质、电性、流体特性密切相关，即与声波

时差、地层密度、电阻率、泥质含量、深度影响因素相

关联，因此建立数据样本，以试验区 22 组数据作为

基础数据样本，随机选择其中 17 组数据作为预测模

型建立的训练样本见表 1，其余 5 组数据作为预测模

型建立的测试样本见表 2，将所有数据进行归一化

处理，以便于更好地应用于分析测试，可钻性极值

Kd作为期望值输出于预测模型的系统中，期望值越

接近于 1，代表该处地层可钻性越强，期望值越接近

于 0，代表该处地层可钻性越弱。

2.2　主成分分析法处理数据

将整体数据（包括训练样本和测试样本）进行主

成分分析，得到岩石可钻性影响因素之间的相关系

数矩阵见表 3。两种影响因素的相关系数越接近 1，
代表两种影响因素之间的相关性越强。如果将相关

性强的两种因素直接用于建立预测模型，影响因素

之间会发生共线性现象，导致预测结果不够合理。

经过主成分分析法（PCA）得到 5 个主成分见表

4。一般认为，建立预测模型所需主成分的个数有 2
种方法，一种方法为主成分的累计贡献率>85%，另

一种方法为主成分的特征值>1。根据以上 2 种方

法的共性，本文选择 3 个主成分（3 个主成分的累计

贡献率 85.937%>85%，第三个主成分>1），从而满

足预测模型的建立。

建立新的主成分中，每种影响因子的公因子方

差比见表 5。在公因子方差比列表中，可得知影响

岩石可钻性等级因素中泥质含量 Vsh、纵深时差 Δt、
电阻率 Rt，信息提取较为充分，密度 ρ 影响因素有

18.7% 的信息并未提取，深度影响因素有 20.8% 的

信息未提取。

根据因子得分系数矩阵（见表 6），用 3 个主成分

（F1、F2、F3）代替 5 个影响因素，每个主成分的线性

表达为 λj是第 j 个变尺度变量的方差（即特征值），uj

是第 j个变尺度变量（即主成分）。F 的第 j个主成分

表 3　相关系数矩阵

Table 3　Correlation coefficient matrix

影响因素

深度/m
纵深时差 Δt/(μs·ft)
密度 ρ/(g·cm-3)
电阻率 Rt/(Ω·m)
泥质含量 Vsh/%

深度/m
1.000
0.210

-0.220
0.401
0.146

纵深时差 Δt/(μs·ft)
0.210
1.000

-0.687
-0.258
-0.098

密度 ρ/(g·cm-3)
-0.220
-0.687

1.000
-0.087

0.153

电阻率 Rt/(Ω·m)
0.401

-0.258
-0.087

1.000
-0.100

泥质含量 Vsh/%
0.146

-0.098
0.153

-0.100
1.000

表 1　试验区训练样本归一化

Table 1　Normalization of training samples in the test area

序

号

1
2
4
5
6
8
9

10
11
12
13
14
17
18
20
21
22

深度/
m

0.00
0.02
0.06
0.07
0.14
0.23
0.28
0.32
0.44
0.49
0.51
0.54
0.77
0.89
0.93
0.97
1.00

纵深时差

Δt/(μs·ft)
0.13
0.45
0.47
0.00
0.25
0.24
0.33
0.01
0.71
0.55
0.96
1.00
0.55
0.25
0.27
0.53
0.27

密度 ρ/
(g·cm-3)

0.71
0.33
0.79
1.00
0.83
0.88
0.71
0.17
0.42
0.17
0.08
0.00
0.46
0.42
0.63
0.33
0.88

电阻率

Rt/(Ω·m)
0.04
0.00
0.01
0.03
0.04
0.07
0.06
0.34
0.08
0.02
0.02
0.02
0.03
1.00
0.09
0.03
0.09

泥质含量

Vsh/%
0.07
0.05
0.03
0.05
0.01
0.04
0.01
0.10
0.00
0.02
0.00
0.00
0.02
0.03
0.05
0.02
0.19

可钻

性 Kd

0.26
0.71
0.80
0.93
0.66
1.00
0.49
0.63
0.00
0.30
0.31
0.15
0.63
0.56
0.50
0.54
0.76

表 2　试验区测试样本归一化

Table 2　Normalization of training samples in the test area

序

号

3
7

15
16
19

深度/
m

0.05
0.21
0.65
0.75
0.90

纵深时差

Δt/(μs·ft)
0.64
0.08
0.44
0.71
0.33

密度 ρ/
(g·c-3)
0.25
0.96
0.63
0.42
0.50

电阻率

Rt/(Ω·m)
0.01
0.08
0.00
0.03
1.00

泥质含量

Vsh/%
0.00
0.05
1.00
0.01
0.01

可钻

性 Kd

0.89
0.74
0.39
0.52
0.57
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计算方程为：

Fj = uj1 X 1 + uj2 X 2 + ⋯ + ujp X p     i = 1,⋯p（8）
在因子得分系数矩阵中，每个影响因素的系数为：

ì
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ï
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ï
ïï
ï
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ï

F 1 = 0.463x1 + 0.870x2 - 0.897x3 +
0.073x4 - 0.198x5

F 2 = 0.706x1 - 0.344x2 + 0.069x3 +
0.872x4 + 0.148x5

F 3 = 0.282x1 + 0.152x2 + 0.061x3 -
0.330x4 + 0.927x5

（9）

根据主成分分析法，用 3 个无相关性的主成分

代替原数据样本的 5 种影响因素，从而有效地降低

了影响因素之间的相关性，减少了数据运行量，提高

了建立预测模型的效率。

2.3　LM-BP 神经网络算法建立模型

本文采用 MatLAB 软件编写 LM 算法和 BP 神

经网络算法，用 LM 算法设置了运行 BP 神经网络的

基 本 程 序 设 置 ，其 中 ，运 行 的 最 大 迭 代 次 数 为

10000，运行的学习目标为 1e-6，运行的初始学习效

率为 0.02。输入层节点数为 3 个（新主成分的个

数），隐含层个数和隐含层节点数通过试触法选择了

1 个隐含层和 10 个隐含层节点数。BP 神经网络预

测模型的结构设计见图 1。

BP 神经网络预测模型建立中，运行的最大迭代

次数、学习目标、学习效率 3 项中有一项达到设置的

阈值，即训练终止。预测过程数据见图 2。

预测结果见图 3。图 3（a）为 BP 神经网络训练

样本共计 17 组数据的原始值和预测值对比，图 3（b）
为 BP 神经网络测试样本共计 5 组数据的原始值和

预测值对比。由于预测模型的建立中每组数据实测

值的特性（实测值精确度高，非固定的范围数值），因

此，训练样本中差异性较大，但预测样本相关性强。

PCA-LM-BP 预测模型的原始值和预测值相

关值 R 见图 4，相关系数为 0.96091，相关值 R 代表了

预测模型中原始值和预测值的精准度。

2.4　结果分析

基于 PCA-LM-BP 建立的预测模型和 LM-BP
预测模型中的 5 个预测研究样本实测值与室内实验

法测出的实测值进行分析对比（见表 7），可以得知，

主成分分析法可有效提升建模效率，相关性强的影

表 4　主成分特征值及贡献率

Table 4　Principal component eigenvalue and contribution rate

主成

分

1
2
3
4
5

初始特征值

特征

值

1.820
1.403
1.074
0.501
0.202

方差/
%

36.403
28.054
21.480
10.019

4.045

累计/
%

36.403
64.457
85.937
95.955

100.000

提取载荷平方和

特征

值

1.820
1.403
1.074

方差/
%

36.403
28.054
21.480

累计/
%

36.403
64.457
85.937

表 5　公因子方差比

Table 5　Variance ratio of common factors

影响因素

深度/m
纵深时差 Δt/(μs·ft)
密度 ρ/(g·cm-3)
电阻率 Rt/(Ω·m)
泥质含量 Vsh/%

原始值

1.000
1.000
1.000
1.000
1.000

公因子方差比

0.792
0.898
0.813
0.874
0.920

图 1　BP神经网络模型结构

Fig.1　Model structure of BP neural network

图 2　BP神经网络预测过程

Fig.2　Prediction process diagram of BP neural network

表 6　因子分析

Table 6　Factor analysis

影响因素

深度/m
纵深时差 Δt/(μs·ft)
密度 ρ/(g·cm-3)
电阻率 Rt/(Ω·m)
泥质含量 Vsh/%

主成分

F1

0.463
0.870

-0.897
0.073

-0.198

F2

0.706
-0.344

0.069
0.872
0.148

F3

0.282
0.152
0.061

-0.330
0.927
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响因素会降低预测模型的精度率，消除因素之间的

相关性会提高预测模型的精度率。

将归一化后的可钻性等级预测值的实测值（0~
1）还原于岩石的可钻性等级（1~12），则 PCA-LM-

BP 预测模型对岩石可钻性等级与室内实验法测出

的岩石可钻性等级对比见表 8。

3　结论

（1）提前预测可钻性等级能够有效为工程开展

提供技术支撑，可钻性等级受众多因素影响，本文选

用了主成分分析法解释了各影响因素之间的关系。

（2）主成分分析法用小于影响因素个数的主成

分替代影响因素的个数进行预测，建立预测模型，结

果更加精准，提取了 3 个主成分，携带的信息量为

85.937%，满足建立预测模型的需要，消除影响因子

之间的相关性，用小于影响因素个数的主成分来建

立预测模型，运行效率提高，为大数据建立预测模型

提供了思路。

（3）单一的机器学习算法对数据样本的提前预

测相关性不强，本文采用了 PCA-LM-BP 建立预测

模型，与室内实验法测出的可钻性等级实测值进行

了结果对比，相关值高，预测时间短，预测结果精

准。为岩石的可钻性等级的预测提供了一个实用、

有效的方法。
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图 3　训练样本与测试样本的预测结果与实际结果对比

Fig.3　Comparison between predicted results and actual 
results of training samples and test samples

����
����

����

����

����

����

����

����

����

����

����

����

E
�
�

��� ��� ��� ��� ���

-��

��&

-��4

< 7

5 �������

图 4　原始值与预测值的相关系数曲线

Fig.4　Correlation coefficient curve between original 
value and predicted value

表 7　预测样本实测值与实验法实测值的分析对比

Table 7　Analysis and comparison table between predicted sample measured values and experimental method measured values

岩石序号

3
7

15
16
19

可钻性实测值

0.8891
0.7443
0.3894
0.5175
0.5652

PCA-LM-BP 模型（运行时间 4.36 s）
预测值

0.8300
0.8109
0.3651
0.4974
0.5574

绝对误差

0.0591
-0.0666

0.0243
0.0201
0.0078

相对误差/%
5.91
6.66
2.43
2.01
0.78

LM-BP 模型（运行时间 7.37 s）
预测值

0.8171
0.8145
0.3453
0.4676
0.5479

绝对误差

0.0720
-0.0702

0.0441
0.0499
0.0173

相对误差/%
7.20
7.02
4.41
4.99
1.73

表 8　可钻性等级预测对比表

Table 8　Comparison table for drill ability level prediction

岩石

序号

3
7

15
16
19

可钻性

等级

7.769
7.003
5.128
5.805
6.057

PCA-LM-BP 预测模

型预测的可钻性等级

7.457
7.355
5.000
5.699
6.016

相对误差/
%

2.6
2.93
1.07
0.88
0.342
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