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基于粒子群优化的融合特征选择钻速预测模型研究
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摘要：传统的钻速预测模型经常受到数据维度过高和特征相关性等问题的制约，导致钻速预测效率和精度受限。为

了解决这些问题，本文提出了一种基于粒子群优化（PSO）的融合特征选择钻速预测算法模型。在数据预处理的基础

上，首先以 3 个关键参数 threshold_1、threshold_2 和 threshold_3 为优化目标，通过结合历史数据和粒子群优化算法构

建适应度函数，从而建立钻速预测模型。接着，使用实际钻井数据对所提出的钻速预测方法进行验证，并与传统的机

器学习算法模型进行对比实验。实验结果表明，所提出的粒子群优化融合特征选择算法在特征选择方面具有更高的

效率和准确性，使用优化后的融合特征优选结果所训练的 4个机器学习钻速预测模型精度相较于优化前分别提升了

59%、1%、3% 和 1%，相较于使用全部特征所训练的模型分别提升了 24%、2%、4% 和 3%。本文为钻井工程中提取

到的特征参数过多时提供了一种有效的特征选择方法，对特征选择算法在工程领域的实际应用具有一定的指导意义。
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Research on a rate of penetration （ROP） prediction model based on 
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Abstract： Traditional rate of penetration （ROP） prediction models have often been constrained by issues such as high data 
dimensionality and feature correlation， resulting in limited efficiency and accuracy of ROP prediction. To address these issues， 
a ROP prediction algorithm model based on particle swarm optimization （PSO） with integrated feature selection has been 
proposed in this paper. Based on data preprocessing， 3 key parameters， threshold_1， threshold_2， and threshold_3， have 
been chosen as optimization targets， and a fitness function has been constructed by combining historical data and the PSO 
algorithm， thereby establishing the ROP prediction model. Subsequently， the proposed ROP prediction method has been 
validated using actual drilling data and compared with traditional machine learning algorithm models. Experimental results 
show that the proposed PSO‑based integrated feature selection algorithm achieves higher efficiency and accuracy in feature 
selection. Compared to before optimization， the accuracy of the 4 machine learning ROP prediction models trained using 
the optimized integrated feature selection results is improved by 59%， 1%， 3%， and 1%， respectively. Compared to models 
trained using all features， the accuracy has been improved by 24%， 2%， 4%， and 3%， respectively. This paper provides 
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an effective feature selection method for cases where too many feature parameters have been extracted in drilling engineering. 
It offers significant guidance for the practical application of feature selection algorithms in the engineering field.
Key words： ROP prediction model； feature selection; PSO； machine learning

0　引言

随着能源需求的不断增长和石油资源的日益

枯竭，钻井工程环境变得更加复杂。常规钻井方法

在效率、成本和安全性方面的不足，制约了行业的

进一步发展。因此，如何提高钻井效率、降低成本、

减少事故风险成为了油气行业的关键挑战［1-2］。钻

速预测作为钻井过程中的关键环节之一，其准确性

和可靠性直接影响着钻井的效率和安全。因此，如

何建立高效、精准的钻速预测模型成为了当前地质

勘探与油气开发领域的研究热点［3-4］。特征选择是

构建有效钻速预测模型的关键步骤之一［5-7］。通过

对钻井过程中的各种影响因素进行分析和筛选，选

取最具代表性和区分度的特征，可以大大提高钻速

预测模型的准确性和稳定性［8］。然而，由于钻井过

程中存在众多的影响因素和数据特征，传统的特征

选择方法往往难以充分挖掘数据的潜在信息，导致

构建的预测模型效果不尽人意，需要根据钻井实际

需求构建一种面向钻速预测的特征选择方法。

近年来，数据挖掘和机器学习等技术在持续进

步［9］，钻井工程中的钻进参数特征选择算法引起了

较为广泛的关注［10］。Moraveji等［11］根据实际钻井数

据，对钻速与井深、钻压、转速、钻头射流冲击力、屈

服点、塑性黏度比以及 10 min~10 s 凝胶强度比之

间的数学关系进行了研究，并建立了相应的预测模

型。Sarah 等［12］对数据挖掘方法以及几种机器学习

算法进行了比较，评估这些方法在预测 ROP 方面的

准确性和有效性。康文豪等［13］为了能够使预测模

型具有较好的拟合效果，提出了一种双层特征选择

方法选择特征。Alsabaa 等［14］基于机器学习技术开

发了一套全自动化系统，用于预测合成油基钻井液

（平面流变型）的流变特性以及监测钻井液的流变

特性。甘超等［15］引入增量学习等技术来实现钻速

预测模型的动态更新，提出了一种模型预训练的钻

速动态预测方法。

综上，传统模型的重点在于对钻井的整个过程

进行建模分析，力求厘清不同参数如何影响钻速。

此类模型的主要缺点在于影响钻速的因素繁多，难

以准确地建立物理模型来描述。为了解决传统特

征选择方法的不足［16-17］，本文提出了一种基于粒子

群优化的融合特征选择算法。通过将粒子群优化

算法应用于特征选择，可以高效地搜索到最佳特征

子集，从而提升预测模型的准确性和稳定性。最

后，通过比较 BP 神经网络（Back Propagation， BP）、

决策树回归（Decision Tree， DT）、梯度提升决策树

（Gradient Boosting Decision Tree， GBDT）以及随

机森林（Random Forest， RF）4 种模型的预测效果，

证明了所建立的粒子群优化算法对融合特征选择

算法在提高预测模型准确性方面的有效性。

1　数据预处理

1.1　数据来源

本文数据采集自中国南海某区块的 8 口井钻井

数据，该区块地层岩性复杂［18］，导致施工作业环境

复杂多变，因此由传感器所采集的原始数据较为

“混乱”［19］。原始钻井参数主要有两种获取方式：一

种为静态方式，此部分参数一般人为不可控制，通

常由现场工程师填写。另一种为动态方式，是在钻

井过程中安装传感器采集与控制的参数，如钻压、

流量、钻速等［20］。本数据采集过程中按照每 1 m 钻

深采集一组数据，为实时传输数据，采集后存储到

数据库中。将采集到的数据整合为一个 D/den
行×n 列数据矩阵［21］，其中 n 为钻井参数数量，D 为

井深，den 为不同的钻井参数采集时最大密度。南

海某片区数据经整合后共有 44 种不同类型的参数

数据 21912 条。表 1 所示为参数缩写信息。

1.2　数据处理

传感器采集数据会随着钻井施工进行而呈现

不同特点。现有的钻井数据是采集的原始钻井数

据，包含钻井过程中的各个阶段的各类数据［22］。对

参数进行观测分析，可发现如下特点：（1）数据基本

稳定；（2）存在数字为 0 的情况；（3）存在突变的情

况；（4）不同参数之间数量级差异巨大。针对以上

特点，本文采用了缺失值处理、标准化处理等方法

对原始数据进行处理［23］。

1.2.1　缺失值处理

采用插值填充法进行缺失值处理。插值填充
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法是指采用算法计算进行插值填充，多用于当某种

参数的采集密度与其他参数的采集密度不一致时

的情况。其操作步骤为：以密度最大的参数数据作

为基准，进行缺失值的填补。常见的缺失值插值填

充算法有拉格朗日插值填充、k 近邻（KNN）插值填

充、随机森林填充等算法［24］。

本文选择插值填充法中的 k 近邻插值填充对井

眼中的垂深缺失数据进行填补，其步骤为：（1）找出

存在缺失值参数的样本；（2）选择存在缺失参数值

样本行的其余数据，同时选择近邻数 k 值；（3）采用

欧式距离计算其余样本与缺失值样本之间的距离；

（4）选出 k 个距离最近的样本点的缺失参数取值对

缺失样本进行补全，本文中缺失值为连续参数，因

此采用计算平均值的方法进行补全。欧氏空间中

每个样本点与被填补点的距离计算见式（1）［25］：

d ( x,y )= ∑
i = 1

N

( xi1 - xi2 )2 （1）

式中：d——欧式距离；N——N 维空间；xi1——第 1
个点的第 i维坐标；xi2——第 2 个点的 i维坐标。

以钻井液出口温度为例，其缺失值及补全效果

如图 1、图 2 所示。

1.2.2　标准化数据处理

选出 k 个距离最近的样本点的缺失参数取值对

缺失样本进行补全，若缺失参数为离散值则采用投

票法决定填补值，若缺失参数为连续值则计算其平

均值进行补全。本文中缺失值为连续参数，因此采

用计算平均值的方法进行补全。由于各钻井参数

的取值量纲并不相同，甚至部分钻井参数取值之间

存在巨大的数量差异，直接使用存在量纲差异的数

据建立机器学习机械钻速预测模型会造成误差加

大而精度降低。因此，本文进行数据标准化处理采

用的 Z-score 标准化方法，其计算公式见式（2）［26］：

xnew = ( x old - μ ) σxlist （2）
式中：xnew——标准化后的数据；xold——标准化前的

原始数据；μ——平均值；σxlist——该变量所有原始数

据的标准差。

采用 Z-score 标准化方法进行处理之后的结果

如图 3 所示，可以看到两个参数的取值范围都到了 0
附近，量纲一致。

1.3　数据分组

本文将整合并经过预处理之后的钻井数据集按
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图 1　出口钻井液温度缺失情况

Fig.1　Condition of missing drilling fluid outlet 
temperature value
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图 2　出口钻井液温度缺失值处理效果

Fig.2　Treatment effect of missing drilling fluid 
outlet temperature value

表 1　参数信息

Table1　Parameter information

参数类型

井眼位置

施工工艺

钻井液性质

地质情况

钻头参数

参数名称/缩写

井眼位置/NO*；深度/D
井径 /dia*；钻速 /ROP；钻压 /WOB；转速 /RPM ；扭矩 /T ；泵压 /SPP；泵量 /Q ；钻时 /BT ；泵时 /PT ；

大钩载荷/WOH；钻井液入口温度/TI；钻井液出口温度/TO；钻井液出口密度/MO；钻井液入口密度/MI
屈服值/YP；密度/MW；漏斗黏度/MV；塑性黏度/PV；3 转读数/D3*；6 转读数/D6*；10 s 静切力/SS；

10 min 静 切 力 /SM ；滤 失 量 /FL ；pH 值 /pH* ；泥 饼 厚 度 /MT* ；含 砂 量 /SA* ；氯 离 子 含 量 /CLC ；

钙 离 子 含 量/CAC*；固相含量/SO；膨润土含量/SOC；流型指数/N；稠度系数/K
地震速度/EV；孔隙压力/PP；破裂压力/FP；上覆压力/OP；岩性/TYP*
钻头内排磨损分级/WI*；钻头外排磨损分级/WO*；喷嘴等效直径/NS*；提速钻具使用/ST*；喷嘴数量/NN*

注：带*参数为离散型参数（本文将参数取值为点集的参数定义为离散型参数），其余为连续型参数。
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照研究思路分成 his_data（历史钻井数据）和 neigh‑
bour_data（邻 井 数 据）2 大 类 型 分 别 进 行 研 究 。

his_data（历史钻井数据）由在 1、2、3、4、5 和 6 号井采

集数据组成。此部分数据主要用于特征优选算法设

计，并在此数据集中建立不同机器学习钻速预测模

型进行钻速预测。neighbour_data（邻井数据）由在 7
和 8 号井所采集的数据组成，此部分数据集也可认

为是历史钻井数据集。一方面用于对基于 his_data
数据所设计的特征优选算法进行优化，同时利用此

数据集对优化后的特征优选算法进行验证；另一方

面在邻井数据集上对所设计的特征优选算法研究也

可以验证特征优选算法在邻井数据上的泛化能力。

2　基于粒子群优化的钻井参数特征优选模型

2.1　融合特征选择算法概述

融合特征选择算法是以融合学习思想为基础，

再综合皮尔逊相关性分析法、方差过滤法和互信息

法，去除掉低相关性参数和中相关性参数，最终只

选择与钻速（ROP）具有高相关性的参数组与方差

过滤和互信息法选出的参数的交集参数作为模型

的 输 入 特 征 参 数 组［27］。 操 作 步 骤 可 分 为 5
步（图 4）。

（1）对数据进行皮尔逊相关性计算，然后根据

相关性将所有特征参数分为高、中、低 3 个相关性组

别。设定高相关性阈值 threshold_1，以确定出与钻

速具有高相关性的高相关性参数组。

（2）对所有特征参数中的离散型参数进行方差

过滤，根据方差值设置方差过滤阈值 threshold_2，选
择出方差较高的特征参数。

（3）对所有特征参数中的连续型参数进行互信

息估计量计算，并按互信息值大小排序。设定互信

息阈值 threshold_3，对特征进行进一步选择。

（4）采用前向搜索策略来优化互信息筛选结

果，从原始特征集中依次选出能最大化提升模型性

能的特征参数，直到选完所有能提升模型精度的参

数，将剩余无助于提升精度的参数筛除。

（5）将相关性过滤结果分别与方差过滤以及互

信息过滤的结果首先进行交集操作，然后合并两个

交集后的参数组，这样就得出了特征选择融合算法

的最终结果。

2.2　粒子群算法概述及适应度函数建立

粒子群优化算法（PSO）是通过模拟鸟群觅食的

搜索过程［28-29］，不断调整粒子的位置和速度，以找到

最优解。具体来讲，粒子群优化算法由一群初始化

的粒子组成，每个粒子代表一个候选解，它们的位置

和速度分别表示各个粒子解的参数和搜索方向。每

个粒子在搜索过程中根据自身历史最优位置和整个

群体的历史最优位置来更新其位置和速度，不断搜

索最优解［30］。各粒子通过当前位置和速度计算下一

步的位置和速度，并更新自身及群体的历史最优位

置。位置和速度的更新公式如式（3）所示：

ì

í

î

ïïïï

ïïïï

vi ( t + 1 )= wvi ( t )+ c1 r1 ( pbesti - xi ( t ) )+
c2 r2 ( gbest - xi ( t ) )

xi ( t + 1 )= xi ( t )+ vi ( t + 1 )
（3）

式中：vi（t）——粒子 i在 t时刻的速度；w——惯性权

重；c1——个体自身的学习因子；r1、r2——均为［0，1］
之间的随机数；pbesti——粒子 i 的历史最优位置；xi

（t）——粒子 i 在 t 时刻的位置；c2——整体的学习因

子；gbest——整个群体的历史最优位置。

粒子群优化算法的流程如图 5 所示，图中实线

箭头为逻辑流，虚线箭头为数据流。其中粒子的优

劣由适应度函数 f（x）决定。

粒子群优化算法主要涉及以下参数：（1）粒子

种群数 m：在粒子群优化算法中，粒子表示待优化问
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图 4　特征选择过程示意

Fig.4　Schematic diagram of the feature 
selection process
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图 3　钻压泵压 Z-score标准化处理结果

Fig.3　Z-score standardized treatment results 
of weight on bit pump pressure

137



2025 年 3 月钻探工程

题的一个解，粒子数量影响算法的搜索范围和速

度。通常情况下取 50~1000，粒子数量越多，搜索

空间越广，同时也会增加计算量和收敛时间。（2）维

数：维数表示待优化问题的自变量数量，即解空间

的维度。维数的大小显著影响算法的性能和搜索

空间的范围。（3）位置：表示粒子在空间中的位置，

通常用一个向量来表示。（4）速度：表示粒子在解空

间中的运动速度，同样用向量表示。（5）适应度函

数：用于评价每个粒子的解的优劣，即衡量解的质

量。适应度函数是粒子群优化算法的核心部分，决

定了每个粒子的移动方向和速度。（6）个体最佳位

置：表示每个粒子的历史最佳位置，即该粒子在搜

索过程中找到的最好解，个体最佳位置是用来帮助

粒子探索更好的解。（7）全局最佳位置：表示所有粒

子历史最佳位置中最好的位置，即整个种群中找到

最好的解，全局最佳位置是用来指引整个种群朝向

更优的解。（8）惯性权重：是一个控制粒子运动速度

和粒子探索能力的参数，惯性权重通常随着迭代次

数的逐渐增加而减小。（9）学习因子：包括加速度系

数、个体加速度因子和全局加速度因子，它们是控

制粒子运动速度和运动方向的参数，其值需要根据

问题的特点进行调整。将训练好的基于历史数据

的特征优选算法模型作为粒子群优化算法的适应

度函数，以基于历史数据的特征优选算法模型中的

3 个关键参数 threshold_1、threshold_2 和 threshold_3
为优化目标，即需要寻找使得基于历史数据特征优

选结果进行机器学习建模，使得建模误差最小的 3
个关键参数最优取值。由此建立适应度函数，当其

值越低时，适应度越高，越接近优化目标。

2.3　参数设置及粒子群优化

为探究能使得特征优选结果建模误差最小的

最优参数，粒子群寻优的目标是使得特征优选结果

的机器学习钻速预测模型建模均方根误差 RMSE
最小，需要优化的 3 个参数分别是高相关性分组阈

值 threshold_1、方差过滤阈值 threshold_2 和互信息

筛选阈值 threshold_3。设置粒子群优化算法的自变

量空间维度为 3，位置限制即 3 个自变量的取值范围

与适应度函数中 3 个关键参数的取值范围保持一

致。表 2 展示的是 3 个参数在基于历史数据的特征

优选算法中的取值以及在粒子群优化过程中的寻

优空间，同时，每个粒子的速度限制 Vm 设置为每个

自变量变化范围的 20%。对于粒子群优化算法的

参数设置：粒子群大小 m 为 20，惯性权重为 0.75，个
体学习因子 c1和群体学习因子 c2均为 2，最大迭代次

数设定为 100 次。在基于历史数据的特征优选算法

的基础上，通过 jupyter notebook 编写程序实现了粒

子群优化算法。

粒子群优化算法经过 100 次迭代优化，迭代过

程如图 6 所示。观察到在大约第 6 次迭代时，适应

度函数的均方根误差（RMSE）达到了最低点。此时

RMSE 为 3.43，最小适应度取值对应的 3 个关键参

数取值见表 3。将优化后的 3 个关键参数作为设计

的基于历史数据的特征优选算法中，以 neighbour_
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图 5　粒子群优化算法流程

Fig.5　Flow chart of PSO algorithm

表 2　自变量取值范围及速度限制

Table 2　Value range and speed limit of argument

参　数

原算法中取值

取值范围

速度限制

threshold_1
0.6

0.4~1
0.12

threshold_2
中位数

0~100
20

threshold_3
中位数

0~1
0.2
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data 数据集作为测试进行特征优选，如表 4 所示，特

征优选结果显示共选出 15 个参数。其中井眼位置

参 数 和 地 质 情 况 参 数 各 1 个 ，各 占 所 选 参 数 的

6.67%；施工工艺参数 5 个，占所选参数的 33.33%；

钻井液性质参数 8 个，占所选参数的 53.33%。

3　基于粒子群优化的钻速预测模型验证

3.1　10 折交叉验证

首先，将原始数据集随机分成 10 等份，以确保

每份数据的分布特性相似。然后，每次选择其中 1
份作为验证集，剩下的 9 份作为训练集进行模型训

练。通过循环这一过程，可以获得 10 个独立的模

型，从而评估模型在新数据上的表现。这个过程重

复 10 次，每次使用不同的数据分组作为验证集。每

轮验证的性能通过准确率、精确度、召回率和 F1 分

数等指标进行评估。最终，通过取每轮验证的性能

指标的平均值，得到模型的总体性能评估结果。这

一方法的原理如图 7 所示。

10 折交叉验证的优点在于充分利用了数据集，

确保每个样本都恰好出现在验证集中 1 次。这有助

于减小因数据划分不同而引入的偶然性，提高模型

性能评估的稳定性［31］。

3.2　模型评估

3.2.1　决定系数（R2）

以决定系数（R2）作为模型的评估指标。R2 是

衡量回归模型对观测数据拟合程度的统计指标，当

R2 接近 1 时，表示拟合效果较好［32］。具体计算公式

如式（4）所示：

R2 = 1 -[ ∑
i = 1

n

( yi - ŷ i )2 ] / [ ∑
i = 1

n

( yi - ȳ )2 ] （4）

式中：yi——真实值；ȳ——真实平均值；ŷ i——预

测值。

3.2.2　均方根误差（RMSE）
均方根误差（RMSE）是用来衡量预测值与真实

值之间的偏差的一种统计量，RMSE 是预测值和真

实值之间偏差平方和的均值的算术平方根，能够反

映出预测误差。RMSE 值越接近 0，表明模型性能

越好，预测精度越高［32］。计算公式如式（5）所示：

RMSE = 1
n ∑

i = 1

n

( yi - ŷ i )2 （5）

3.3　粒子群优化结果钻速预测验证

为了验证经过粒子群优化后的特征优选算法

的有效性，本文设计对比试验对经过粒子群优化之

后 的 特 征 优 选 结 果 进 行 分 析 。 首 先 ，利 用

neighbour_data 数据集上的所有钻井参数、所设计的

融合特征的优选结果以及利用粒子群优化算法对

其优化之后的特征优选结果分别训练 4 个不同的机

器学习钻速预测模型，并对其进行评估，同时利用
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图 6　粒子群优化算法迭代过程

Fig.6　Iterative process of PSO algorithm

D

D1 D2 D3 D4 D5 D6 D7 D8 D9 D10

D1 D2 D3 D4 D5 D6 D7 D8 D9

D1 D2 D3 D4 D5 D6 D7 D8 D10

D2 D3 D4 D5 D6 D7 D8 D9 D10

D10

D9

D1

#BLA4L

5��

5��

5���

�
 �4
5�

V V V

图 7　10折交叉验证的计算原理

Fig.7　10 fold cross validation calculation schematics

表 4　优化后的特征优选算法在测试数据上的特

征优选结果

Table 4　The feature optimization result of the 
optimized feature optimization algorithm on 

the test data

特征优选结果

R2

RMSE

D6;Q;MW;PV;YP;SM;FL;WOH;
MO;PP;D3;SO;MI;D;dia

0.92
3.25

表 3　粒子群优化后 3个关键参数取值

Table 3　Value of the three key parameters after PSO

参数

取值

threshold_1
0.46

threshold_2
0.5

threshold_3
0.52
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这些模型分别在邻井数据集上进行钻速预测。最

后，对利用全部特征所训练的钻速预测模型、利用

融合特征优选结果所训练的钻速预测模型和利用

基于粒子群优化之后的特征优选结果所训练的钻

速预测模型性能以及预测误差进行比较和分析。

分别使用邻井数据的全部特征参数、融合特征算法

的特征优选结果和使用粒子群算法优化之后的融

合特征优选结果作为模型的不同输入，分别建立了

BP、DT、GBDT 以及 RF 4 种模型来进行钻速预测。

这 4 种模型在测试集上的精度（R2）和均方根误差

（RMSE）对比结果见图 8~11，平均精度（R2）和均方

根误差（RMSE）的汇总列于表 5。

从精度和均方根误差两个角度分析可知，BP 神

经网络算法在此数据集上利用全特征、优化特征优

选结果前与优化后的特征优选结果所训练的钻速

预测模型性能均较差，但是使用粒子群方法对融合

特征优选方法仍然有一定的优化效果。由特征优

选结果作为输入建立的 DT、GBDT 以及 RF 模型性

能优于使用全部特征所建立的模型，而经过粒子群

优化之后的特征优选结果模型性能又优于特征优

选结果模型。3 个不同输入的钻速预测模型的性能

表现验证了本文所使用的粒子群优化算法对所设

计的融合特征优选方法优化效果。

3.4　实验结果分析

图 12、图 13 所示为使用邻井数据集上的全部特
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图 8　BP神经网络钻速预测模型 10折交叉测试集评估

Fig.8　Evaluation of 10 fold cross test set of BP ROP 
prediction model
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图 9　决策树钻速预测模型 10折交叉测试集评估

Fig.9　Evaluation of 10 fold cross test set of DT 
ROP prediction model
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图 10　GBDT钻速预测模型 10折交叉测试集评估

Fig.10　Evaluation of 10 fold cross test set of 
GBDT ROP prediction model
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征参数、使用所设计的融合特征优选结果和使用粒

子群优化之后的特征优选结果所训练的不同机器

学习钻速预测模型及建模精度和误差的对比。结

合训练的不同模型在 10 折交叉验证过程中的 10 个

测试集上评估得分的变化情况，验证了所设计的融

合特征优选算法有更好的拟合效果。从图中的对

比结果，可以看出经过粒子群优化之后的融合特征

优选结果所训练的模型比优化前的融合特征优选

结果所训练的模型有更好的预测性能。

图 12、图 13 的精度和误差柱状图统计也说明了

BP 神经网络算法不适合用于在此数据集上训练机

器学习钻速预测模型，本文利用 BP 神经网络算法

在全部特征、优化前特征和优化后特征训练的模型

精度分别为 0.56、0.21 和 0.80，误差分别为 6.72、
10.18 和 5.53，可见精度均较低，误差均偏大。

从图 12、图 13 分析还可得知，在剩下的 DT、

GBDT 和 RF 3 个钻速预测模型中，由 3 个不同参数

数据作为输入所训练的 DT 钻速预测模型的精度均

低于由决策树集成的 RF 和 GBDT 钻速预测模型，

同时误差也都更高。从图中还可以发现，在 3 个不

同参数集作为输入所训练 RF 钻速预测模型的精度

分别为 0.89、0.91 和 0.92，高于 3 个不同 GBDT 钻速

预测模型的 0.88、0.89 和 0.92；同时 3 个不同 RF 钻

速预测模型的均方根误差分别为 3.70、3.43 和 3.23，
低于 GBDT 钻速预测模型的 3.80、3.74 和 3.28，证明

了粒子群优化算法能够使得融合特征选择算法选

出包含更多目标信息的钻井参数特征。
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图 11　随机森林钻速预测模型 10折交叉测试集评估

Fig.11　Evaluation of 10 fold cross test set of RF 
ROP prediction model

表 5　不同钻速预测模型测试集精度与误差平均值

Table 5　The average of R2 and RMSE of test set of 
different prediction models

模　型

BP 神经网络

决策树

GBDT

随机森林

对比类型

全部特征

优化前特征

优化后特征

全部特征

优化前特征

优化后特征

全部特征

优化前特征

优化后特征

全部特征

优化前特征

优化后特征

平均 R2

0.56
0.21
0.80
0.84
0.85
0.86
0.88
0.89
0.92
0.89
0.91
0.92

平均 RMSE

6.72
10.18

5.53
4.51
4.32
4.35
3.80
3.74
3.28
3.70
3.43
3.23
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图 12　不同模型全特征、优化前和优化后的 R2

Fig.12　The R2 of different model full features, 
pre‑and post‑optimization
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4　结论与建议

精确预测机械钻速有助于优化钻井流程、提高

作业效率并降低施工成本。本文以南海某区块的 8
口井钻井数据为例，基于粒子群优化算法进行融合

钻井特征参数优选，然后建立了 4 种机器学习钻速

预测模型对机械钻速进行预测，主要结论如下：

（1）针对钻速预测的机器学习建模，本文介绍

的融合特征选择算法能从众多特征参数中准确挑

选出对模型贡献最大的参数，具有高效筛选能力。

通过深入数据分析，确定对模型性能有显著影响的

关键特征，从而提升模型的预测精度和泛化能力。

（2）本文建立的预测模型结果显示：BP 神经网

络算法不适合在该数据集上训练 ROP 预测模型，即

使进行了粒子群优化，其准确性仍然较差，误差也

比较显著。相比之下，使用 DT、GBDT 和 RF 算法

训练的 ROP 预测模型精度相较于优化前和使用全

部特征所训练的模型都有所提升，证明了所建立的

粒子群优化算法对融合特征优选算法有较好的优

化效果。

（3）粒子群优化算法对初始解的选择非常敏

感，初始解的质量直接影响了算法的收敛性和最终

结果。如果初始解选择不当，可能导致算法陷入局

部最优解，影响特征选择的效果，在未来的研究中

可以针对这一问题进行优化。
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